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Abstract. This paper discuss the use of Association Rules to get knowledge from Web.
It gives an overview of the Knowledge Discovery in DataBases, specially the data
mining step. It is also discussed, superficially, the introduction of semantic in the
existing Web and its consequences to the data mining processes.
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Resumo. Este texto trata do uso de Regras de Associacdo para a obtencdo de co-
nhecimento na Web. E dada uma visdo geral do processo de Descoberta de Conhe-
cimento, especialmente a fase de Mineracdo de Dados. Também se discute, super-
ficialmente, a introducdo de semdntica na Web atual e seus reflexos no processo de
mineracdo de dados.

Palavras-Chave: Mineracdo de dados, Regras de Associa¢do, Algoritmo Apri-
ori,Web

1 Introducao

A Web é a maior fonte de informacdo disponivel nos dias atuais. Entretanto, grande parte
desta informacdo se encontra escondida no meio da gigantesca massa de dados que € disponi-
bilizada. Neste ambiente, ¢ muito importante que o usudrio possa contar com ferramentas que
busquem estes dados, de forma inteligente e automatica, e os transformem em conhecimento
util.

Neste contexto, surge a necessidade de se descobrir correlagdes, padrdes e tendéncias en-
tre as informacdes da Web: mineracdo de dados. A andlise sobre essa grande quantidade de
dados armazenados pode ser feita usando-se técnicas estatisticas, matematicas ou de reconhe-
cimento de padrdes sobre os dados.

A busca por informagdes relevantes na Web ainda € um problema, principalmente devido
a forma em que os dados encontram-se disponibilizados. Como a estruturacao do seu conteudo
esté voltada preferencialmente para o nivel de apresentagdo, isto é, para a visualizacdo por seres
humanos, a extracdo de conhecimento por miquina é complicada.
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A estruturacdo semantica da Web € uma possivel solucdo para este problema. Este € o
propdsito da Web Semantica. Além da introducdo de semantica, ferramentas de Inteligéncia
Artificial, notadamente os agentes inteligentes de software, podem ser utilizadas de forma a
tornar mais eficientes os processos de busca por informacgdes na Web. No decorrer deste texto,
Web Semantica, Minera¢ido de Dados e Mineragao de Dados na Web serdo tratados em detalhe.

O restante deste texto se organiza da seguinte forma: a Se¢do 2 introduz os conceitos
associados a Web Semantica; a Secdo 3 dd uma visdo geral a respeito de Mineracao de Da-
dos; a Secdo 4 trata uma das principais tarefas de mineracao de dados: associacdo; a Secdo 5
traz explicagdes sobre conceitos importantes para a implementacdo de Mineracao de Dados no
contexto da Web; finalmente, a Secao 6 apresenta a conclusdo, evidenciando a importancia do
assunto e solu¢des encontradas para solucionar os problemas existentes na Web atual.

2 Web Semantica

O acesso a informacao na Web, através de mecanismos automatizados, € ainda bastante
precario, devido principalmente a forma com que os dados encontram-se estruturados, ja que
estes estdo orientados, em sua maioria, para o nivel de apresentacao.

A Web Semantica [9] é uma evolugdo da Web atual. Esta evolucdo se da pela atribui¢do de
semantica (significado) aos recursos nela disponiveis. Sua implementacdo permitird a constru-
cdo de mecanismos muito mais eficientes do que os atualmente disponiveis para a recuperacao
de informacao.

Na proposta de desenvolvimento da Web Semantica, é sugerida uma arquitetura de 3
camadas de tecnologias e padroes: Camada de Estrutura, Camada de Esquema (Ontologia) e
Camada Légica.

2.1 Camada de Estrutura

A camada de estrutura é responsavel pela representacao dos dados e de seus significados.
Nesta camada € importante a conceitualizacdo de metadados. Estes podem ser considerados
dados que descrevem o conteudo, a estrutura, a representacao e o contexto de um conjunto de
dados.

2.1.1 Metadados

Conforme ja descrito anteriormente, os metadados podem ser caracterizados como infor-
macoes estruturadas sobre recursos de informacgdo (artefatos ou servigos) ou mais brevemente
como ‘“dados sobre dados”. Os metadados sdo utilizados para colaborar na identificacdo, des-
cricdo, localizagao e gerenciamento de recursos na Web.

Os metadados tém importante papel na representacdo e troca explicita de informagdes na
Web. Eles se dividem em Metadados Estruturais e Metadados Seméanticos.

e Metadados Estruturais: Os metadados estruturais representam a informagdo que des-
crevem a organizacao e estrutura dos dados gravados, que podem ser, por exemplo, in-
formacdo do formato, dos tipos de dados gravados e relacionamentos sintdticos entre 0s
dados.

e Metadados Semanticos: Os metadados semanticos representam a informacao sobre a
semantica dos dados, ou seja, sobre seus significados, além do relacionamento entre seus
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Tabela 1: Descritores do Padrdo Dublin Core [20]

| Campos | Descrigdo

Title Titulo do recurso

Author Pessoa ou organizacgado responsavel pela criacdo do contetdo intelectual
do recurso.

Contributor | Pessoa ou organizacio que contribui intelectualmente
na criacdo do recurso. (Ex.:editor, ilustrador, tradutor, etc).

Publisher Identifica a entidade responsavel por tornar o recurso disponivel.

Date Data da cria¢do ou publica¢do do recurso.

Source Informagdo sobre os recursos que contribuiram para a elaboracio do
recurso corrente.

Relation Recursos que possuem relacionamentos com o recurso corrente.

Description | Descricao do contetido.

Subject Tema do recurso.

Type Forma como o contetido € expresso (relatorio técnico, dissertagao, etc).

Format Formato em que o recurso é materializado
(postScript, HTML, DOC, PDF, etc).

ldentifier Possui o identificador tunico do recurso.

Language | Idioma.

Coverage Caracteristicas espaciais ou temporais.

Rights Informagdes sobre os direitos autorais do recurso.

significados. Um exemplo de metadado semantico poderia ser o conteido semantico do
valor de um dado, como unidades de medida e escala.

Muitos padrdes para metadados tém sido definidos nos dltimos anos [15], de acordo com
areas especificas para sua aplicacdo. Um exemplo € o o padrao Dublin Core [20], apresentado
em uma reunidao em Dublin no ano de 1995, com o objetivo de definir uma representagao pa-
dronizada de metadados para a descri¢do de recursos eletronicos. Este padrao € constituido de
um conjunto de 15 elementos de meta-informacao (Tabela 1).

Para que os dados sejam referenciados corretamente, é necessdria sua vinculacao a con-
textos, de forma que seus significados possam ser identificados sem ambigiiidades semanticas.
As ontologias sdo um importante componente na diminui¢io destas ambigiiidades.

2.2 Camada de Esquema (Ontologia)

A camada esquema € a responsdvel por controlar os dados nos documentos, de forma
que estes fiquem estruturados e bem definidos quanto ao seu significado. E nesta camada que
ocorre a implementacgdo, através do uso de linguagens como XML, RDF e OWL, da definicao
de relagdes entre os dados (ontologias).

2.2.1 XML (eXtensible Markup Language)

A linguagem XML surgiu como uma alternativa para a falta de estruturagdo dos documen-
tos, sendo uma tecnologia fundamental para a expansdo da Web Seméantica. Uma linguagem de
marcac¢do, em geral, ¢ um mecanismo para identificar estruturas em um documento. A especi-
ficacdo de XML define um padrdo para adicionar marcacdes no texto [19].
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A linguagem HTML, a mais amplamente utilizada na Web atual, ndo € eficiente para o
propdsito de estruturagdo dos dados, pois tém um nimero fixo de tags, além de ndo promover
uma separacdo completa de dados e suas formatacdes. Esta caracteristica de HTML dificulta
a extracdo dos dados contidos em paginas escritas nesta linguagem, ji que os mesmos estdo
misturados com informagdes de formatagao.

2.2.2 RDF (Resource Description Framework)

O RDF € uma recomendacido do W3C (World Wide Web Consortium) para a defini¢do
e o uso de metadados. O RDF € a base para o processamento de metadados e providencia a
interoperabilidade entre aplicacdes, que trocam informagdes compreensiveis na Web. O uso de
metadados na Web, expressos em RDF, pode facilitar muito a recuperacdo e o processamento
de dados por maquina.

Para melhor compreender RDF, € necessério familiaridade com os conceitos a seguir:

e Resource (Recurso): Recurso € tudo que € descrito através de expressdes RDF. Um
recurso pode ser um documento eletronico, uma cole¢do, uma pagina Web, entre outros.
Os recursos sao sempre nomeados através de URIs (Uniform Resource Ildentifier) que
permitem a introdu¢do de identificadores para qualquer entidade.

e Property (Propriedade): E um atributo ou caracteristica que descreve o recurso. Uma
propriedade representa também o relacionamento entre recursos.

o Statement (Expressao/Afirmacio): Corresponde a associacdo de um recurso especifico,
uma propriedade e um valor desta propriedade para este recurso. Uma declaragdo é di-
vidida em sujeito, predicado e objeto. O objeto desta declaracdo pode ser um recurso ou
um literal.

2.2.3 Ontologia

Uma ontologia fornece uma conceitualizacdo de um dominio especifico de problema,
fornece um acordo comum de vocabuldrios para que os dados sejam referenciados. Assim,
serve como uma base comum para a representacdo de dados e metadados.

Uma ontologia agrega uma larga parte de dominio de conhecimento para cada drea em
particular e uma das principais motivagdes para sua construcao € a possibilidade de comparti-
lhar e reutilizar conhecimentos, definidos de uma forma genérica, entre comunidades e aplica-
coes. Para que as ontologias possam desempenhar seu papel de integrar semantica a Web, faz-se
necessario que cada documento disponibilizado na rede possua metadados descritos sob a pa-
dronizacao de alguma ontologia (uma ontologia pode ser representada como uma hierarquia de
conceitos[4]).

Os dominios de conhecimento especificados numa ontologia, quando aplicados a recupe-
racdo de informagdo, t€m a finalidade bésica de servir como esquemas conceituais que dardo su-
porte semantico as consultas. Uma grande vantagem desse contexto é que a ontologia prové uma
interpretacdo semantica unificada para diferentes representacdes de dados semi-estruturados re-
ferentes a um mesmo dominio [14].

2.3 Camada Loégica:

A camada légica € composta por um conjunto de mecanismos que permitem a realiza¢io
de inferéncias. Agentes inteligentes podem atuar nesta camada, utilizando regras de inferéncia,
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para localizar, relacionar e processar informagdes.

As regras de inferéncia sdo mecanismos que possibilitam inferir, a partir de asser¢cdes
validas, expressoes validas, isto €, consistentes com todas as interpretacdes possiveis.

Um exemplo de regra de inferéncia (Modus Ponens) pode ser visto a seguir. Dadas as
assercoes, consideradas verdadeiras:

e Todo homem é mortal,

e Socrates é homem

Entdo, pode-se concluir que: Sécrates é mortal.

2.4 Agentes Inteligentes

Agentes inteligentes [16] sdo programas de computador desenvolvidos para auxiliar o
usudrio na realizacdo de alguma tarefa ou atividade. Dentre as propriedade que estes podem
apresentar, destacam-se autonomia, personalizacao, reatividade e comunicabilidade.

Hoje, a aplicacdo dos agentes inteligentes pode ser observada na Educagdo a Distincia
(EAD), no comércio eletronico, na medicina, na drea de entretenimento (jogos virtuais), entre
outras. A maioria das contribui¢des do paradigma de desenvolvimento de agentes vem da drea
de Inteligéncia Artificial.

A Web, por seu carater distribuido e heterogéneo, constitui-se em um ambiente particular-
mente adequado a aplicac¢ao da tecnologia de Agentes Inteligentes, especialmente na recupera-
cdo de Informacgdes.

Estes agentes podem ser utilizados especialmente em tarefas de Mineracdo de Dados,
conforme discutido nas préximas secgoes.

3 Mineracao de Dados

A mineracao de dados ou data mining é considerada o nucleo de processo de descoberta
de conhecimento em banco de dados (Knowledge Discovery in Databases - KDD). Ela consiste
no processo de analisar grandes volumes de dados sob diferentes perspectivas, a fim de descobrir
informacgdes tteis que normalmente nio estdo visiveis ou que dificilmente sdo encontradas.

Segundo Fayyad [10], pioneiro em KDD, “Minera¢ao de Dados € um passo no processo
de KDD que consiste na aplicacdo de andlise de dados e algoritmos de descobrimento que
produzem uma enumeragdo de padrdes (ou modelos) particular sobre os dados”. A Tabela
2 mostra a origem e evolu¢cdo da mineracdo de dados, evidenciando o progresso na questao
comercial, as tecnologias disponiveis para a realizac@o das tarefas, os principais fornecedores e
as caracteristicas que marcaram cada fase dessa evolucao.

3.1 Descricao do Processo de Descoberta de Conhecimento em Bancos de
Dados

Segundo Han e Kamber [13], o processo de descoberta de conhecimento em bancos de da-
dos (KDD) é dividido em sete grandes etapas: limpeza dos dados, integracao dos dados, selecao
dos dados, transformac¢do dos dados, mineracdo dos dados, avaliacdo dos modelos encontrados
e apresentacdo do conhecimento adquirido.
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Tabela 2: Quadro de evolu¢iao da Mineragao de Dados [3]

Etapa Evo- | Questao Comercial | Tecnologias Dis- | Fornecedores | Caracteristicas
lucionaria poniveis de Produtos
Colecao “Qual foi minha re- | Computadores, IBM, CDC Retrospectiva,
de dados | ceita total nos ulti- | fitas e discos distribuicao  de
(1960s) mos cinco anos?”’ dados estdtica
Acesso “Quais foram as | Bancos de da- | Oracle, Sy- | Retrospectiva,
a dados | vendas unitarias | dos  relacionais | base, Infor- | distribuicao  de
(1980s) de Sido Paulo em | (RDBMYS), Struc- | mix, IBM, | dados dindmica a
marco?”’ tured Query | Microsoft nivel de registros
Language (SQL),
ODBC
Data Wa- | “Quais foram as | On-Line Analy- | Pilot, Retrospectiva,
rehousing vendas unitdrias | tical Processing | Comshare, Ar- | distribuicdo  di-
e Suporte | de Sao Paulo em | (OLAP) bor, Cognos, | ndmica de dados
a Decisdo | mar¢o? Avalie Microstrategy | multiplos niveis
(1990s) também Campinas.”
Mineragdo | “Qual a previsdo | Algoritmos Pilot, Prospectiva, dis-
de Dados para as  vendas | avancados, Lockheed, tribuicdo de in-
de Campinas no | computadores IBM,SGI, e | formacdo ativa.
proximo més? Por | multiprocessa- outras (novas
que?” dos, banco de | empresas)
dados massivos.

A seqiiéncia de passos do KDD se inicia com a selecdo de um conjunto de dados ou
amostra dos dados com os quais o processo de descoberta serd realizado. Estes dados poderao
passar por uma etapa de pré-processamento onde serdo tratados problemas como ruidos e
dados incompletos. O passo seguinte consiste na tarefa de transformacao dos dados, onde
poderao ser empregadas operacodes de projecdo e reducdo. Nesta etapa pode-se reduzir o nimero
de varidveis sob consideraciao ou encontrar representacdes dos dados que nio variam. Apds as
etapas descritas, os dados estdo prontos para serem processados pela principal tarefa dentro de
todo o processo: a mineracao. Sao aplicados algoritmos, muitas vezes de forma repetitiva, que
procuram por padrdes e regras escondidos nos dados. Por fim, as informagdes descobertas sao
interpretadas e avaliadas, muitas vezes na forma de graficos ou relatérios, selecionando os
conhecimentos tteis de todo este processo [11].

Uma seqii€ncia natural neste processo de busca da informacgdo poderia ser:

Dados — Informacdo — Conhecimento — Decisao.

A Figura 1 demonstra esse processo.
Atualmente, a capacidade do ser humano de coletar dados e armazend-los é muito maior
do que a sua capacidade de entendé-los, e através deles, obter conhecimento util. O proces-
samento das informagdes tornou-se cada vez mais dificil de ser realizado, devido ao grande
volume de dados existente. As ultimas décadas vém mostrando a necessidade de um processo
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INTERPRETAGAO E AVALIAGAO
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Figura 1: Etapas do processo de descoberta de conhecimento em Bancos de Dados [10].

automatizado para a descoberta de padrdes interessantes e desconhecidos em bancos de dados
reais. A seguir, serdo conceituadas as tarefas mais relevantes no processo de mineracao de dados
para a descoberta de informacdes.

3.1.1 Tarefas

Com o notdvel crescimento da quantidade de dados armazenados em meios magnéticos,
a andlise individual dos dados torna-se invidvel e pouco proveitosa. Neste sentido, surge a
necessidade de se extrair informagdes de conjuntos de dados a partir do uso de tarefas da mi-
neracdo de dados. As tarefas principais de busca de informag¢do implicita sdo: Agrupamento,
Classificacdo e Associacao.

e Agrupamento

Agrupamento é uma tarefa que procura segmentar populacdes heterogéneas em subgrupos
ou segmentos homogéneos. O processo de formacdo de grupos de objetos dentro de
classes de objetos similares € chamado agrupamento. Um grupo € uma colecdo de objetos
de dados que sdo similares a um outro dentro do mesmo grupo [13].

e Classificacao

A tarefa de classificacdo consiste em examinar as caracteristicas de um objeto e enquadra-
las em conjuntos pré-definidos. Consiste na generalizacdo e especializacdo de dados
que servem para distinguir as classes de modo a predizer dados ou classes de registros
nao classificados automaticamente [17]. Alguns algoritmos que utilizam os conceitos da
tarefa de classificacdo s@o: as regras de indugdo, as arvores de decisdo e as redes neurais.

e Associacao

A tarefa de associagdo tem o intuito de identificar associagdes entre registros de dados
que, de alguma maneira, estdo ou devem estar relacionados. Sua premissa basica € en-
contrar elementos que implicam na presenca de outros em uma mesma transagdo [17].
Alguns algoritmos que utilizam os conceitos desta tarefa sdo as regras de associagdo e os
padrdes seqiienciais.
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4 Mineracao de Dados e Regras de Associacao

Diferentes tipos de dados podem ser minerados [5, 7, 13, 21]. Dentre os diversos al-
goritmos que podem ser utilizados neste processo, como as regras de classificagdo, padrdes
seqiienciais e os segmentos de dados (clusters), destacam-se, por sua aplicabilidade, as regras
de associacdo. Segundo Brusso [6], “as regras de associag¢do sdao padrdes descritivos que repre-
sentam a probabilidade de que um conjunto de itens apareca em uma transacao visto que outro
conjunto esta presente”.

4.1 Regras de Associacao

A tarefa associa¢do tem como premissa basica encontrar elementos que implicam na pre-
senca de outros elementos em uma mesma transacdo, ou seja, encontrar relacionamentos ou
padrdes freqiientes entre conjuntos de dados. O termo transagdo indica quais itens foram con-
sultados em uma determinada operacao de consulta.

Tipicamente, regras de associa¢ao representam padrdes existentes em transagdes armaze-
nadas. Por exemplo, a partir de uma base de dados, na qual registram-se os itens adquiridos
por clientes, uma estratégia de mineracdo, com o uso de regras de associa¢do, poderia gerar
a seguinte regra: {cinto,bolsa} — {sapato}, a qual indica que o cliente que compra cinto e
bolsa, com um determinado grau de certeza, compra também sapato. Este grau de certeza de
uma regra € definido por dois indices: o fator de suporte e o fator de confianca.

A tecnologia de “c6digo de barras” permitiu as organizagdes de varejo coletar e armaze-
nar grande quantidade de dados referentes as compras realizadas por seus clientes, conhecidas
como “dados da cesta”. Através do conhecimento desses dados, as organizag¢des dirigem seus
processos de marketing e promovem estratégias de layout e catilogos que possam trazer vanta-
gens a partir dos dados coletados.

As bases de dados envolvidas nestes processos sdo muito grandes. Assim, € necessario
que sejam utilizados algoritmos rapidos e eficientes.

O problema pode ser formalizado como se segue [1]. Seja I = {4, 5, 13,..., I, } um
conjunto de atributos bindrios chamados itens e seja 7" uma base de dados de transacdes, onde
cada t é representada por um vetor bindrio, com t[k] = 1 se ¢ indica a compra do item I e
t[k] = 0, caso contrdrio. Existe uma tupla na base de dados para cada transacdo. Seja X um
conjunto de itens em I. E dito que a transacdo ¢ satisfaz X se, para todos os itens [, em X,
T[k] = 1.

Uma regra de associacdo [2] é uma implica¢do da forma X =— Y,onde X C [,Y C I,
e X NY =©. Aregra X = Y € valida no conjunto de transac¢des I', com o grau de confianca
¢, se ¢% das transacdes em 71" que contém X também contém Y. A regra X = Y tem suporte
sem 7', se s% das transacdes em 7' contém X U Y. Se as condi¢des forem satisfeitas, ¢%
representard o fator de confiabilidade e s% o fator de suporte.

4.2 Decomposicao da Tarefa

O problema de se descobrir todas as regras de associacdo pode ser decomposto em duas
partes:

e Encontrar todos os conjuntos de itens que possuam um suporte de transagdes acima de
um limite minimo informado. O suporte para um conjunto de itens é o nimero das transa-
¢oes que contém este conjunto. Sao chamados de conjuntos de itens freqiientes aqueles
que tém suporte igual ou superior ao minimo estabelecido.
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e Gerar as regras de associacdo a partir dos conjuntos de itens freqiientes. Deve-se se-
lecionar apenas as regras que possuam o grau de confianca minimo, correspondente a
confianca_minima.

Assim, dado um conjunto de transacdes, o problema de mineracao por regras de asso-
ciacdo estd em gerar todas as regras que contenham o suporte e confianga iguais ou maiores
do que os valores minimos determinados pelo usudrio, referenciados como suporte_minimo e
confianga_minima, respectivamente.

O suporte de umaregra X =—> Y, onde X e Y sdo conjuntos de itens, é dado pela seguinte
férmula:

Freqiuénciade X eY 0
Total de'T
O numerador se refere ao nimero de transacdes em que X e Y ocorrem simultaneamente
e o0 denominador ao total de transacgdes.
A sua confianga € dada pela seguinte férmula:

Suporte =

Freqiiencia de X e Y

Confian¢a = ) (2)

Freqiuencia de X

O numerador se refere ao nimero de transacdes em que X e Y ocorrem simultaneamente.
O denominador se refere a quantidade de transagdes em que o item X ocorre.

O suporte (Equagdo 1) pode ser descrito como a probabilidade de que uma transagdo
qualquer satisfaca tanto X quanto Y, ao passo que a confianca (Equacgdo 2) é a probabilidade de
que uma transac¢ao satisfaca Y, dado que ela satisfaz X.

A seguir serd dado um exemplo concreto de como as regras de associagdo funcionam
na descoberta de padrdes de acesso aos enderecos de um servidor Web, através da andlise de
arquivos de log. Arquivos de log sdo responsdveis por armazenar informacdes importantes
a respeito dos interesses dos usudrios e sdao obtidos através do registro dessas informacoes,
relativas a buscas realizadas ao longo de uma conexao. A Tabela 3 representa um exemplo de
um arquivo de log referente a uma busca na base de dados de em um supermercado [11].

As linhas correspondem as transagdes e as colunas aos itens. E assim, a auséncia de
um item € representada pelo valor “0” enquanto que sua presenga € representada pelo valor
“1”. Para o exemplo em questdo, o suporte_minimo especificado é de 0.3 (30%) e a confi-
anga_minima é 0.8 (80%).

Tabela 3: Entrada de dados para a descoberta de regras de associagao.
| | Leite | Café | Cerveja | Pdo | Manteiga | Arroz | Feijio |
Transacao 1 0 1 0 1 1 0 0
Transacao 2
Transacao 3
Transacao 4
Transacao 5
Transacao 6
Transacao 7
Transacao 8
Transacao 9
Transacao 10

OO OIO|OIO| =IO
(=) Neo) Heo] Heo) Neol Re) B Nl Renl
O OO ON—ONOo-
OO O~ OO ||
OO OO — || ||
— = O|O OO OO
O~ OO
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Considerando-se que X = {CAFE} e Y = {PAO}, pode-se calcular o suporte e a confianga
para o conjunto {CAFE, PAO}. Ao ser feita uma anélise da Tabela 4, verifica-se que apenas
nas transacdes 1, 3 e 4, estes itens aparecem com valor 1 simultaneamente. Desta forma, o
numerador da Equagdo 1 assume o valor 3, que é o nimero correspondente a quantidade de
transacdes nas quais estes itens tém valor igual a 1 simultaneamente. O denominador serd 10,
pois este € o numero total de transacdes ocorridas. Logo, Suporte = 3/10 = 0.3.

O célculo da confianga para este conjunto de itens € feito da seguinte forma: o numerador
da Equacgdo 2 ¢é obtido de maneira semelhante ao numerador da Equagdo 1, logo seu valor é
3. O denominador equivale a quantidade de transacdes em que os elementos de X tém valor 1.
Assim, o denominador assume o valor 3. Portanto, Confianca=3/3 = 1.

Desta maneira, pode-se obter a regra { CAFE} = {PAO}, com suporte e confianga iguais
ou superiores a0 minimo especificado. O processo para a obtencdo de regras como esta € dis-
cutino da subsec¢do a seguir.

Um dos algoritmos mais utilizados para a constru¢ao do conjunto de itens frenqgiientes, o
algoritmo Apriori, € discutido a seguir.

4.2.1 Algoritmo Apriori

O algoritmo Apriori [1] (Algoritmo 1) é um dos algoritmos mais conhecidos para mine-
racdo por regras de associagdo. O algoritmo emprega busca em profundidade e gera conjuntos
de itens candidatos (padrdes) de k elementos a partir de conjuntos de itens de k£ — 1 elementos.
Os padrdes ndo freqiientes sdo eliminados. Toda a base de dados € rastreada e os conjuntos de
itens freqiientes sdo obtidos a partir dos conjuntos de itens candidatos.

Algoritmo 1: Algoritmo Apriori

F} —{Conjuntos de itens freqiientes de tamanho 1} /+ Na
primeira passagem k = 1 */
1 parak = 2; Fj,_1 !=vazio; k++ faca
/+ Na segunda passagem k = 2 */
2 C} «— apriori-gen (F;_1) /+ Novos candidatos */
3 para todo transacdot € T’ faca
C} < subconjunto (C,t) /+* Candidatos contidos
em t */
5 para todo candidato ¢ € C, faca
6 ‘ c.contagem-++
7 fim
8
9

=

Fy, — {c € Ck|c.contagem > MinSup}
fim

10 fim
11 Resposta F' «+— Reunido de todos os Fj,

1) F} - conjunto de itens freqiientes de tamanho k (conjunto com k elementos) que atende
o suporte minimo estabelecido. Cada membro deste conjunto tem dois campos. O primeiro é
conjunto de itens e o segundo é um contador para o suporte.

2) C - Conjunto de itens candidatos de tamanho k. Cada membro deste conjunto tem
dois campos. O primeiro € conjunto de itens e o segundo € um contador para o suporte.

A seguir o algoritmo Apriori é tratado mais detalhadamente.
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4.2.2 Explicacao do Algoritmo

O algoritmo principal (Apriori) faz uso de duas subrotinas: apriori-gen, para gerar o
conjunto de itens candidatos (conjunto composto pelos valores correspondentes ao suporte de
cada item). Neste conjunto sdo considerados todos os itens, independente deles atenderem o
suporte_minimo especificado) e eliminar aqueles que nao sdo freqiientes, e a subrotina subcon-
Jjunto, utilizada para extrair as regras de associa¢do. De forma geral, a sua meta é procurar por
relacdes entre os dados enquanto eles sdo separados. Simultaneamente, o algoritmo calcula o
valor correspondente a confianga e ao suporte.

O algoritmo trabalha sobre uma base de transagdes em busca de itens freqiientes, ou seja,
aqueles que possuem suporte maior ou igual ao suporte minimo. Desta forma, como entrada,
€ necessario fornecer um valor correspondente ao suporte_minimo e outro correspondente a
confianca_minima, além de um arquivo de itens e transagdes.

O algoritmo € executado da seguinte forma:

e Na primeira passagem, o suporte para cada item individual (conjuntos-de-1-item) € con-
tado e todos aqueles que satisfazem o suporte_minimo sdo selecionados, constituindo-se
os conjuntos-de-1-item freqiientes (F7).

e Na segunda iteracdo, conjuntos-de-2-itens candidatos sdo gerados pela jung¢do dos
conjuntos-de-1-item (a junc¢do € feita através da funcdo apriori-gen) e seus suportes sao
determinados pela pesquisa no banco de dados, sendo, assim, encontrados os conjuntos-
de-2-itens freqiientes.

e O algoritmo Apriori prossegue iterativamente, até que o conjunto-de-k-itens encontrado
seja um conjunto vazio.

A funcio apriori-gen toma como argumento Fj_; (conjuntos-de-(k-1)-itens) e retorna o
conjunto dos conjuntos de todos os conjuntos-de-k-itens. Primeiramente, no passo de jungdo,
os elementos de F},_; sdo combinados, de acordo com o Algoritmo 2.

Algoritmo 2: Fun¢ao Apriori-gen: passo de jun¢ao

inserirEm C},

selecione p.itemq, p.items, ..., p.itemy_1, g.itemy_q

de Fy_1p, Fr_1q

onde p.item, = q.itemy, ..., p.itemy_o = q.itemy_o, p.itemy_1 <
q.itemy_q

A seguir, ocorre o passo de poda, todos os conjuntos de itens ¢ € CY%, tal que algum
conjunto-de-(k-1)-itens de ¢ ndo estd em Fj_q, sdo eliminados, de acordo com o Algoritmo 3.

Algoritmo 3: Fun¢ao Apriori-gen: passo de poda

para todo conjuntos de itens c € C, faca
para todo subconjuntos-de-(k-1)-itens s de c faca
se s ¢ Fi_1 entdo
| remova c de C},
fim
fim
fim
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A seguir, serd dado um exemplo prético da execu¢@o do algoritmo tendo como base de
dados as transacdes presentes na Tabela 4, onde ocorrem 5 itens. O valor “1” corresponde a
presenca do item em determinada transagd@o e o valor “0"” corresponde a auséncia do mesmo.
Para o exemplo em questdo, o suporte_minimo considerado € de 0.2 (20%).

Tabela 4: Transacoes efetuadas na Base de Dados.

‘ Item 1 ‘ Item 2 ‘ Item 3 ‘ Item 4 ‘ Item 5 ‘
Transacao 1 1 1 0 0 1
Transacdo 2
Transacdo 3
Transacdo 4
Transagdo 5
Transacdo 6
Transacao 7
Transacado 8
Transac¢do 9
Transagdo 10

Ol =IO =IO O
O === = =] O = O
OO OO =IO
OO = OO OO

1
1
0
1
0
1
1
0

A Tabela 5 € formada pelo conjunto de itens candidatos, em que k = 1, ou seja, cada
conjunto possui apenas 1 elemento. A segunda coluna desta tabela contém os valores dos su-
porte correspondentes a cada item. Como exemplo, para o Conjunto {1}, o suporte é calculado
por 6/10, onde 6 € o nimero de transagdes em que o Item 1 esta presente, e 10 € o total de
transagoes.

Tabela 6: Conjunto de itens de tamanho 1 que
atendem o suporte minimo
Conjunto | Suporte

Tabela 5: Conjunto de itens de tamanho 1
‘ Conjunto | Suporte

1 0.6

1 0.6
2 0.7

2 0.7
3 0.6

3 0.6
4 0.2
5 03 4 0.2

5 0.2

A Tabela 6 representa o conjunto F7i, o qual é formado selecionando-se, dentre os conjun-
tos candidatos em (', aqueles que atendem o suporte_minimo especificado.

O conjunto (5 (Tabela 7) serd formado a partir da jungdo (combinagdo) dos itens de F}.
No algoritmo, a combinacdo entre os itens € feita pela fungdo apriori_gen. Esta juncio se da
gerando-se combinagdes dos elementos de Fi, dois a dois, onde o primeiro deles € sempre
menor que o segundo. O suporte para os novos conjuntos formados sdo obtidos pela aplicagcdao
da Equacgdo 1 aos dados da Tabela 4. Para o caso do conjunto {1,2}, o valor do suporte é 4
(nimero de transag¢des que contém os Itens 1 e 2 simultaneamente), dividido por 10 (nimero
total de transagdes). Portanto, o suporte para este conjunto € 0.4.

Os elementos de C5 que ndo obtiverem suporte minimo ndo serdo considerados freqiientes
e, portanto, ndo fardo parte do conjunto F (Tabela 8).

A partir de F, serd formado o conjunto C5 (Tabela 9), pela aplicacdo da fungao apri-
ori_gen que produzird conjuntos de tamanho 3. Deve ser observado que esta fun¢do gera novos
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Tabela 7: Conjunto de itens de tamanho 2
Conjunto | Suporte

Tabela 8: Conjunto de itens de tamanho 2 que

1,2 0.4 atendem o suporte minimo

1,3 0.4 ’ Conjunto ‘ Suporte ‘
1,4 0.1 1,2 0.4
LS 0.2 1,3 0.4
2,3 0.4 1,5 0.2
2,4 0.2 2,3 0.4
2,5 0.2 2,4 0.2
3,4 0 2,5 0.2
3,5 0.1

4,5 0

conjuntos a partir de dois conjuntos de dois elementos nos quais os primeiros elementos sao
iguais e o segundo elemento do segundo par é maior que o segundo elemento do primeiro par.
Por exemplo, os pares {1,2} e {1,3} geram a tripla {1,2,3} e os pares {1,2} e {1,5} geram a
tripla {1,2,5}. Os conjuntos {2,3,4} e {2,3,5} s@o eliminados no passo de poda, uma vez que
os conjuntos {3,4} e {3,5} ndo fazem parte de F5.

Tabela 9: Conjunto de itens de tamanho 3
‘ Conjunto ‘ Suporte ‘

Tabela 10: Conjunto de itens de tamanho 3 que
atendem o suporte minimo

1,2,3 0.2 | Conjunto | Suporte |
;, gi 0(-)2 1,23 02 |

s 9 | 1,25 02 |
2,4,5 0

Em seguida gera-se C; (Tabela 11), os valores dos suportes sdo verificados e forma-se
o conjuntoF} que, no caso, ¢ um conjunto vazio, pois o conjunto C {1,2,3,5} ndo possui o
suporte minimo exigido.

Tabela 11: Conjunto de itens de tamanho 4
| Conjunto | Suporte |

1 1,2,3,5] 0.1

4.2.3 Obtencao das Regras de Associacao

Apo6s a determinacdo dos conjuntos de itens freqiientes F', pode-se obter as regras de
associacdo. Deve-se observar que cada item freqiiente € um conjunto de k itens. Para cada
item freqiiente Y = {[;1,...I;} de F', com k > 2, pode-se gerar todas as regras (no maximo k
regras) que usam itens do conjunto [y, I, ..., I. O antecedente de cada uma das regras serd o
subconjunto X de Y tal que X tem k£ — 1 itens, e o conseqiiente serd o item ¥ — X.

Considerando-se novamente o exemplo apresentado anteriormente, pode-se gerar as re-
gras de associacdo referentes aos conjuntos obtidos. Para isto, € necessdrio encontrar quais
conjuntos de itens atendem a confianca minima. Para o exemplo em questdo, serd considerada
uma confian¢a minima de 50% ou 0,5.
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Realizando-se o cdlculo da confianca para os conjuntos de itens freqiientes, tem-se que
todos os valores do conjunto F3} possuem confianca igual a 1 (a férmula para o cdlculo da
confianga foi descrita na Subecdo 4.2), logo atendem a confianca minima estabelecida. As
regras referentes sdo triviais, da forma A — A. Para o conjunto F5 e para o conjunto F3, tem-se
regras de associacdo da Tabela 12, que atendem ao grau de confianca minima.

Tabela 12: Regras de Associacao referentes aos conjuntos que atendem a confianga minima
‘ L ‘ Regras | Confianca

L2|1—2 0,67
1,3 1—3 0,67
2,31 2—=3 0,57

A préxima secdo apresentard, detalhadamente, o tema Mineracdo de Dados na Web.

5 Mineracao de Dados na Web

A Web é, atualmente, a maior fonte de informacdo eletronica disponivel. A abundancia
de informacdes e recursos que ela oferece, estimulou o desenvolvimento de ferramentas auto-
maticas para a obtencdo de informacdes, principalmente baseadas em técnicas de mineracio de
dados.

A mineragdo de dados na Web vem sendo estudada desde meados de 1996, mas tem real-
mente ganhado importancia nestes ultimos anos. Ela pode ser conceituada como a descoberta e
andlise inteligente de informacdes tteis da Web.

Os principais fatores que contribuiram para o crescimento e importancia da mineragao da
Web foram os seguintes:

e O aumento das transa¢Oes comerciais na Web, que motivaram o desenvolvimento de técni-
cas para a “mineracao de uso” (Se¢do 5.1), pois através delas os sitios de venda puderam
identificar perfis dos compradores para montarem melhores estratégias de venda e mar-
keting;

e O desenvolvimento da Web Semantica (Se¢do 2) e da tecnologia dos agentes da infor-
macao, onde as técnicas de mineracdo na Web sdo utilizadas. Desta forma, os servigos
da Web poderao tornar-se entidades dotadas de comportamento autbnomo e comunicar-se
através de uma linguagem comum. A minera¢do de dados na Web serd uma ferramenta
crucial a ser utilizada pelos agentes e servigcos nessa visao da Web, pois ela os ajudard em
varias tarefas, dentre as quais estdo busca por informacgdes, personalizacdo e talvez até
como mecanismo de aprendizado.

5.1 Ferramentas de descoberta de conhecimento na Web

Para promover a pesquisa e busca de informacdes na Web e o atendimento dos interesses,
tanto para os usudrios quanto para os criadores e mantenedores da Web, vem surgindo, cada
vez mais, a necessidade de criacdo e utilizagdo de ferramentas inteligentes e mais capacitadas
para o retorno de conhecimento valioso a quem o procura. Desta forma, estas ferramentas de
descoberta de conhecimento na Web foram classificadas por Cooley [8], como ferramentas de
mineragdo do contetido, de mineracao do uso da Web ou de mineragdo da estrutura da Web. O
conceito especifico de cada um destes tipos de ferramenta é fornecido a seguir.
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e Mineracao do Uso da Web

A mineracdo do uso da Web pode ser definida como sendo a descoberta automatica de
padrdes de acesso dos usudrios aos servidores que disponibilizam informagdes na rede.
Como as organizacdes constroem os seus sitios da forma que seus projetistas consideram
mais apropriada para os seus visitantes, a coleta e posterior andlise dos dados referentes
aos seus acessos podem esclarecer a natureza do trafego, auxiliando na compreensdo do
comportamento dos usudrios de forma a verificar se o sitio estd eficientemente projetado
e organizado.

e Mineracao do Contetido da Web

A mineracdo do conteudo da Web abrange as ferramentas que efetuam recuperacgao inteli-
gente de informagdes ou aquelas que abstraem a organizagdo dos dados semi-estruturados
contidos na Web. Algumas dessas ferramentas fazem uso de agentes inteligentes enquanto
outras fazem uso de conceitos baseados em bancos de dados. De uma forma ou de outra
€ garantida uma busca mais eficiente ou uma estruturacao de mais alto-nivel dos dados na
Web.

e Mineracao da Estrutura da Web

Enquanto na mineracao do conteido da Web o interesse se encontra no que hd dentro dos
documentos, na mineracao de estrutura, o interesse estd nas informacdes que existem de
forma implicita entre os documentos. Esta categoria de mineracao envolve a minera¢ao
da estrutura que ha por trds da interligacio entre os documentos da Web. Seu principal
foco estd nos os vinculos de hipertexto que liga os documentos.

5.1.1 Regras de Associacio na Web

As regras de associag¢do sao 0 mais novo e mais eficiente entre os tipos comuns de padrdes
em mineracdo de dados, possuindo, portanto, muitas aplicacdes potenciais a serem exploradas.
Uma destas aplicacdes estd na andlise do registro dos acessos aos servidores que disponibilizam
documentos na Web.

A medida que os usudrios interagem com os portais sdo fornecidos dados sobre estes
usudrios e sobre como eles respondem ao conteudo oferecido [12]. A partir destes dados, pode-
se descobrir de onde eles vém, quais paginas visitaram, quando e quanto tempo dispenderam
na visita, etc. Pode-se ainda promover a recuperacao de informagdes, através da mineragcao
de conteido da Web. Assim, estes dados podem ser coletados, seja através do arquivo de log
convencional do servidor HTTP ou por meio de mecanismos alternativos. Com o passar do
tempo, € gerado um volume considerdvel de dados que podem auxiliar na compreensido do
comportamento dos usudrios € na melhor organizacio e estruturagdo dos recursos oferecidos
a0s mesmos.

Existe disponivel uma grande quantidade de ferramentas, tanto comercialmente como de
dominio publico, para a andlise estatistica do acesso as pdginas hospedadas em um servidor
[18]. Estas ferramentas oferecem informagdes como contagem de acessos por pdgina, por dia
da semana ou do més, volume trafegado, entre outros. Devido as caracteristicas dos hiperdo-
cumentos que estdo disponibilizados na Web, onde cada usudrio pode optar por uma série de
alternativas para a navegacao e interagir de forma pouco previsivel, estas estatisticas simples
nao possuem a profundidade necessdria para completa percepg¢ao da utilizagcdo do servidor [22]
e a compreensdo do perfil dos usudrios.
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5.1.2 Exemplo do uso de Regras de Associacao

Sistemas de comércio eletronico, normalmente, usam paginas da Web como vitrines para
seus produtos e servigos. Clientes podem visitd-las e realizar transacdes, como comprar produ-
tos e/ou servicos. A minera¢do dos dados coletados por estes sistemas de comércio eletronico
pode fornecer grande quantidade de informagdes valiosas originadas do comportamento do con-
sumidor e a qualidade das estratégias de negdcio pode ser melhorada.

Por exemplo, a partir da mineragdo de um repositério de dados, pode-se extrair regras de
associacdo como as seguintes:

e 55% dos usudrios que acessaram a pagina www.inf.ufg.br também acessaram a pa-
gina www.ufg.br;

e 30% dos usudrios que acessaram a pagina www.lojax.com.br/promo¢des.html
compraram um produto na pagina www.lojax.com.br/pedido.html.

Um outro exemplo interessante é o uso de regras de associacdo em sistemas para ensino
a distancia. Pode-se, por exemplo, identificar padrdes comportamentais de alunos em um curso
de ensino a distincia tais como: 70% dos alunos que permaneceram um tempo acima de 7's
em uma mesma pigina X, em seguida, consultaram a pdgina Y; ou alunos que consultaram a
pagina do diciondrio de inglés mais que 30 vezes no dia acabaram por desistir do curso.

5.1.3 Mineracao de Dados e a Web Semantica

Os resultados dos processos de mineracdo de dados podem ser muito ampliados quando
esta € aplicada sobre dados qualificados por metadados. Neste caso, o uso de contagens (esta-
tisticas), elemento chave na minera¢do de dados pode ser muito enriquecido com o acréscimo
de filtros semanticos.

O uso de filtros semanticos permite a obtencdo de regras de associacdo mais direcionadas
para contextos especificos.

Como se pode ver na Figura 1, a mineracdo de dados € apenas um passo na Descoberta do
Conhecimento. A Web Semantica pode ser considerada com um grande “armazém de dados”
(datawarehouse). A semantica aplicada aos dados, por meio de metadados e ontologias, per-
mite que as fases de selecao, pré-processamento ¢ transformacio possa ser automaticamente
tratada por mecanismos, como agentes inteligentes, de forma a tornar todo o processo muito
mais simples e eficiente.

6 Conclusao

A partir do que foi exposto, pode-se perceber que a Web atual possui uma grande quan-
tidade de problemas, pelo fato de guardar um enorme volume de dados que ndo se encontram
bem estruturados. Por este motivo, a andlise automatizada das informagdes que estdo contidas
nestes dados € bastante complicada.

Como a capacidade de armazenar dados excede a capacidade de recuperar informagdes,
surge a necessidade de estruturar os dados de forma que eles nao se voltem apenas para o nivel
de apresentacdo, ou seja, € importante atribuir significados a eles. Esta € a proposta da Web
Semantica, cuja intencdo principal € associar semantica aos dados contidos na Web.

Para que a Web atual se estenda com a implantacdo da Web Semantica, é necessario pro-
mover a estruturacdo dos seus dados através do uso de linguagens como XML, RDF e OWL,
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que sdo consideradas as mais eficientes neste contexto. Vale salientar que metadados e onto-
logias sdo imprescindiveis nesta construcdo, por se tratarem de conceitos basicos e de grande
relevancia para a Web Semantica.

Com a efetiva implantacdo de uma Web onde os recursos estdo semanticamente especifi-
cados, a descoberta de conhecimento neste ambiente torna-se-a muito mais facilitada, uma vez
que mecanismos automatizados poderao ser utilizados de forma mais eficiente. Desta forma,
a Mineracdo de Dados, um processo interativo que utiliza técnicas de andlise de dados para
descobrir padrdes e relacionamentos entre esses dados poderd produzir resultados muito mais
precisos.

As Regras de Associacdo, com a aplicacdo do algoritmo Apriori sdo ferramentas muito
uteis, que t€m sido amplamente aplicadas no contexto de dados estruturados, podem também
ser aplicadas sobre dados armazenados em formatos ndo homogéneos (estruturados, semi-
estruturados, ou ndo estruturados) como ocorre na Web, de forma a produzir relagcdes entre
os diversos recursos disponiveis nesse ambiente. Com a especificacdo semantica destes recur-
sos os processos de preparacdo dos dados para a mineragdo tornam-se simplificados, uma vez
que esta especificacdo, de certa forma, uniformiza a descricdo destes recursos.
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